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	Abstract
	基于扩散先验的方法在真实场景图像超分辨率（SR）任务中已展现出优异效果。然而，现有多数方法在训练过程中将像素级与语义级超分辨率目标相互纠缠，难以在像素保真度与感知质量之间取得平衡。同时，用户对超分辨率结果存在不同偏好，因此亟需研发一种可调节的超分辨率模型，能够在推理阶段根据不同的保真度–感知偏好进行定制，无需重新训练。本文提出 像素级与语义级可调节超分辨率（PiSA‑SR）方法，该方法在预训练的稳定扩散（Stable‑Diffusion, SD）模型基础上学习两个 LoRA 模块，以实现效果更优且可调节的超分辨率。我们首先将基于 SD 的超分辨率问题建模为学习低质量输入与高质量输出之间的残差，进而证明学习目标可解耦为两个独立的 LoRA 权重空间：一个以ℓ₂损失为特征，用于像素级回归；另一个以 LPIPS 损失与分类器分数蒸馏损失为特征，从预训练分类模型与 SD 模型中提取语义信息。在默认配置下，PiSA‑SR 可通过单步扩散完成推理，在真实场景超分辨率任务中同时取得领先的质量与效率。通过在两个 LoRA 模块上引入可调节引导系数，在推理阶段控制像素保真度与语义细节的强度，PiSA‑SR 无需重新训练即可根据用户偏好提供灵活的超分辨率结果。
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	Introduction
	单图像超分辨率（SR） 旨在从受噪声、模糊、下采样等多种退化影响的低质量（LQ）图像中，重建出高质量（HQ）图像。由于细节重建过程中存在固有的不确定性，SR 是一个极具挑战性的不适定问题 ，各类深度神经网络（DNNs）被提出用于解决该任务。ℓ₁、ℓ₂等像素级回归损失是保证 SR 输出像素保真度的核心，但这类损失往往会导致重建细节过度平滑。结构相似性（SSIM）与感知损失可缓解这一问题：具体而言，SSIM 衡量 SR 图像与真实（GT）图像的局部结构相似性，感知损失 则通过预训练分类模型提取语义特征，提升 SR 结果的感知质量。与生成对抗网络（GAN）结合的对抗损失 ，相比 SSIM / 感知损失能更有效地让 SR 图像贴合自然图像分布，从而生成感知上更真实的结果；但同时，对抗训练的不稳定性与 GAN 在自然图像空间表征能力的局限性，也会引入大量不必要的视觉伪影。近年来发展的大规模稳定扩散（SD）模型，在文本到图像（T2I）任务上完成预训练后，具备了出色的语义理解能力，已成功应用于包括 SR 在内的多项下游任务，相关研究如 。基于 SD 的 SR 方法虽能生成比 GAN-based 方法更具真实感的结果，但在扩散过程中普遍将像素保真度与语义增强目标相互耦合，而这两类目标在优化中存在矛盾，导致模型难以在最终 SR 输出中平衡像素保真度与语义感知效果。尽管部分方法在语义增强前执行像素级修复，但后一阶段的效果高度依赖前序阶段的准确性。除了像素保真度与语义细节的固有权衡，实际应用中用户对 SR 结果的偏好也存在差异：部分用户优先保障内容保真度，避免细节生成过度；另一部分用户则更看重语义丰富的细节，而非严格的像素一致性。这种用户偏好的多样性，凸显了研发更灵活的 SR 方法的必要性 —— 该方法需能在推理阶段适配个性化需求，而非仅提供固定输出。虽然已有部分方法 探索了交互式 SR 来控制重建强度，但这类方法大多仅局限于退化层面的调整（如噪声、模糊），仅能生成更平滑或更锐利的输出；部分多步 SD-based SR 方法 采用引导 - based 策略，通过多步采样实现不同程度的语义丰富度控制，但这类方法往往难以实现精准控制，且推理效率较低。在本文工作中，我们提出像素级与语义级可调节超分辨率（Pixel-level and Semantic-level Adjustable Super-Resolution, PiSA-SR），该方法将像素级与语义级增强解耦为两个独立的低秩自适应（LoRA）权重空间，基于预训练 SD 模型进行学习，为满足不同用户偏好提供了高效的 SR 模型。我们首先将基于 SD 的 SR 问题建模为学习 LQ 与 HQ 潜在特征之间的残差，该公式不仅能加速模型训练收敛，还可在输出端引入灵活的缩放因子，实现无需重训练的推理阶段灵活调整。随后，我们对预训练 SD 模型进行微调，引入两个分别用于像素级回归与语义级增强的专用 LoRA 模块：具体而言，ℓ₂损失用于优化像素级回归 LoRA，LPIPS 损失与分类器分数蒸馏（CSD）损失则用于另一 LoRA 模块，充分利用预训练 VGG 分类模型与 SD 图像生成模型中编码的语义先验。这种解耦训练方法，在保障像素保真度的同时，有效提升了语义信息的提取效果。实验表明，PiSA-SR 不仅取得了优于现有 SD-based 方法的性能，还为用户提供了基于个人偏好调整 SR 风格的有效方案，示例如图 1 所示。图中水平与垂直轴分别对应像素级与语义级引导尺度：增大像素级尺度可消除噪声与压缩伪影，但尺度过强会导致图像细节过度平滑；反之，增大语义级尺度可丰富图像细节，但尺度过高会产生视觉伪影（可放大查看细节）。通过在两个 LoRA 模块上引入两个可调节引导尺度，在推理阶段控制像素保真度与语义细节的强度，PiSA-SR 无需重新训练即可根据用户偏好生成灵活的 SR 结果。


	Contribution
	·  提出将基于稳定扩散的超分辨率建模为学习低质输入与高质输出之间残差的框架，并将优化目标解耦为像素级与语义级两个独立的 LoRA 空间。
·  设计两个分别对应像素保真与语义感知的 LoRA 模块，分别使用 ℓ₂ 损失、LPIPS 损失与分类器分数蒸馏损失进行优化。
·  在推理阶段引入两个可调节的引导系数，实现无需重训练即可灵活控制保真度与感知质量的平衡。
·  模型默认仅需单步扩散生成，在真实图像超分任务上同时达到领先的效果与高效的推理速度。
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	Conclusion
	[bookmark: _GoBack]在本文工作中，我们提出了 PiSA‑SR 这一新颖的超分辨率框架，该框架通过在预训练的稳定扩散（SD）模型上学习两个 LoRA 模块，实现了像素级目标与语义级目标的解耦。通过将学习过程解耦为两个独立的空间，PiSA‑SR 有效平衡了像素级回归精度与感知质量。我们采用常用的 ℓ₂ 损失优化像素级 LoRA，同时利用 LPIPS 损失与分类器分数蒸馏（CSD）损失优化语义级 LoRA。PiSA‑SR 在效果与效率两方面均展现出优异性能。此外，该方法在推理阶段通过可调节引导系数具备高度灵活性，用户无需重新训练模型即可定制超分辨率结果。尽管 PiSA‑SR 为调节像素保真度与语义感知度提供了灵活的解决方案，但其推理时间相较于默认版本略有增加。另外，我们仅使用单个像素级 LoRA 处理低质量图像中的各类退化问题，这对于严重退化场景可能不够适用。未来工作中，我们将探究为不同图像退化类型构建独立的 LoRA 空间，以及实现图像自适应调节系数的可行性。
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(b) Inference process of PISA-SR.
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Table 1. Results of PiSA-SR with different pixel-semantic guid-
ance scales on the RealSR test dataset.

Npiz _ Xsem | PSNRT LIPS CLIPIQAT __ MUSIQT
00 0 2596 03426 04129 7645
02 10 2648 03042 04868 54.05
05 10 2675 02646 05705 63.82
08 10 2618 02612 06292 6895
10 10 2550 02672 06702 70.15
12 10 24.76 02723 06746 7033
15 10 2374 02769 06305 69.23
0 00 2692 03018 03227 962
10 02 2695 02784 03591 5364
10 05 2677 02476 04322 5876
10 08 2620 02465 05806 6633
10 10 2550 02672 06702 70.15
10 12 2459 03000 07015 7160
10 15 23.08 03541 06835 7176
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Table 2. Quantitative comparison among the state-of-the-art DM-based SR methods on synthetic and real-world test datasets. denotes

the number of diffusion steps. The best and the second-best results are highlighted in red and blue, respectively.

Datasets Methods PSNRT __ SSIMT___LPIPS| _ DSTS] __ FIDL __ NIQEL _ CLIPIQAT __ MUSIQT __ MANIQAT
ResShift-S15 2469 06175 03374 02215 3601 682 06089 6092 05450
StableSR-5200 | 2331 0578 03129 02138 2467 476 0.6682 65.63 06188
DIffBIR-550 2367 05653 03541 02129 3093 471 06652 65.66 06204
DIVIK PASD-520 2314 0548 03607 02219 2932 440 06711 68.83 0.6484
SeeSR-550 2371 06045 03207 01967 2583 482 0.6857 68.49 06239
SinSR-S1 2443 06012 03262 02066 3545 602 0.6499 62.80 05395
OSEDff-S1 2372 06108 0.2941 01976 2632 471 0.6683 61.97 06148
PISA-SR-S1 2387 06058 02823 01934 2507 455 0.6927 69.68 06400
ResShit-S15 2631 07T 03489 02498 14281 727 05450 58.10 035305
StableSR-5200 | 2469 07052 03091 02167 12720 576 06195 65.42 06211
DIffBIR-550 2488 06673 03567 02290 12456 563 06412 64.66 06231
R PASD-520 2522 06809 03392 02259 123.08 518 06502 68.74 0.6461
RealSi SeeSR-550 2533 07273 02985 02213 12566 5.38 06594 69.37 06439
SinSR-S1 2630 0735 03212 02346 137.05 631 0.6204 6041 05389
OSEDff-S1 2515 0.7341 02921 02128 12350 565 0.6693 69.09 06339
PISA-SR-S1 2550 07417 02672 02044 12409 5.50 0.6702 70.15 06560
ResShift-S15 2845 07632 04073 02700 17592 528 05259 1986 04573
StableSR-5200 | 2804 07460 03354 0287 147.03 651 06171 58.50 05602
DIffBIR-550 2684 06660 04446 02706 16138 6.02 06292 60.68 05902
DredlSR PASD-520 2748 0.7051 03854 02535 15736 557 06714 64.55 06130
SeeSR-550 2826 07698 03197 02306 14986 652 0.6672 64.84 06026
SinSR-S1 2841 07495 03741 02488 177.05 7.02 0.6367 55.34 04898
OSEDff-S1 2792 07835 0.2968 02165 13529 649 0.6963 64.65 05899
PISA-SR-S1 2831 07804 0.2960 02169 130.61 620 0.6970 66.11 06156
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Figure 5. Visual comparisons of different DM-based SR methods. Please zoom in for a better view.
Table 3. The inference time and the number of parameters of DM-based SR methods.

SwbleSR___ ResShit___ DlBIR __PASD __ SceSR | SmSR___ OSEDil | PiSA-SRdef. _ PISA-SR-adj.
Tnference Steps 200 5 50 20 50 T T T 2
Tnference time(s)/Image T0.03 076 272 230 430 013 0.2 0.09 0.13
#Params(B) 156 018 68 231 251 018 77 130 130
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